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Задача машинного перевода является одной из важнейших за-
дач анализа текстов естественного языка. Перевод текстов являет-
ся достаточно трудоёмким процессом, затрачивающим существенное
количество человеческого труда и времени.

Современные модели перевода использует нейросетевые модели,
обученные на параллельных предложениях. Эти модели на основе
большого количества параллельных текстов выучивают межязыко-
вые закономерности и используют их при переводе. В основе боль-
шинства современных моделей лежит архитектура Transformer [1].

Хорошим критерием качества перевода является то, что обрат-
ный перевод через обратную модель, например русско-английскую
для англо-русской задачи, должен совпадать с исходным текстом.
Это означает, что при переводе туда-обратно не было добавлено или
потеряно смысла в сравнении с исходным предложением. В рабо-
те [2] было предложен метод обучения с использованием обратной
модели, а также дополнительных языковых моделей исходного и це-
левого языков. Сложность такого подхода заключается в том, что
предсказания модели являются текстами на целевом языке, то есть
дискретны. Следовательно, необходимо решить задачу как пробро-
сить через дискретные переменные градиенты по функции потерь от
обратной модели. Общая схема модели в исходной статье достаточно
сложная и трудновоспроизводимая.

В наших экспериментах удалось избежать использования языко-
вых моделей, а также сделать обучение существенно более стабиль-
ным. Для этого были выведены формулы для проброса градиентов
функции потерь обратной модели с помощью метода REINFORCE
[3]. Также вместо обучения с нуля такой модели использовалась пре-
добученная стандартным способом модель перевода. Такое решение
позволило решить проблему нестабильности метода REINFORCE и
позволило эффективно дообчуить модель. Подтверждением этого
является понижение средней нормы градиентов при дообучении бо-
лее чем в 10 раз.
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Текущая секция

При этом, нижняя оценка функции потерь при использовании
обратной модели выглядит следующим образом:

L(Θ, src) =
∑
dst

PΘ(dst|src) logPΦ(src|dst),

где Φ — обратная модель, Θ — прямая модель, а src, dst — это исход-
ный текст и перевод, причём суммирование ведётся по всевозмож-
ным переводам. Поскольку предсказания обратной модели являют-
ся константой относительно параметров модели, то данную функцию
потерь можно воспринимать как взвешенную сумму, в которой будут
повышатся вероятности тех переводов, у которых обратный перевод
совпадает с исходным текстом.

Для получения градиентов по этой функции используется метод
REINFORCE.

В экспериментах удалось добиться прироста по основной метрике
машинного перевода BLEU [4] на англо-финском и русско-казахском
переводах относительно стандартного обучения. Прирост составляет
порядка 0.5 BLEU в обоих экспериментах, что является значимым
приростом. При этом модель предложенную в [2] не удалось обучить
из-за нестабильности и большой дисперсии градиентов. Таким обра-
зом, предложенный подход позволяет улучшить качество перевода,
за счёт достаточно упрощённой процедуры дообучения.
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