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Информация о топологии поверхности функции потерь оказыва-
ется полезной для анализа архитектур нейронных сетей. Исследова-
ние ландшафта лосс функции позволило понять влияние батч норма-
лизации на качество и обобщающую способность в глубоких нейрон-
ных сетях [2]. Анализ и визуализация статистик гессиана показывает
зависимость между архитектурными особенностями, такими как со-
единения быстрого доступа, гладкостью поверхности в окрестности
точек минимума и обобщающей способностью [4].

В данной работе рассмотрены подходы для анализа геометрии
нейронной сети как функции от входа и как функции от своих па-
раметров. Также было произведено сравнение способов оценки кри-
визны функции потерь и разработка регуляризаторов на их основе.

В качестве прокси-объекта для изучения геометрии нейронной
сети можно ввести понятие отступа объекта. Проведённые исследо-
вания показали, что распределение отступов на обучающей выборке
имеет сильную взаимосвязь с зазором генерализации (GG), то есть
разницей между качеством на обучении и качеством на тестовой вы-
борке. Линейная модель, обученная на 377 примерах показывает ко-
эффициент детерминации R̂2 = 0.89. Однако, статистики распреде-
ления отступов коррелируют с генерализацией только на последних
итерациях обучения. Более того, модель предсказаний GG не обоб-
щается на модели, которые использовали меньшее число итераций
для обучения.

Изучение лосс функции как функции от своих параметров поз-
воляет выявить характеристики имеющие высокую корреляцию с
генерализацией. Показано, что оценка кривизны в окрестности точ-
ки в пространстве весов коррелирует с обобщающей способностью —
более плоские и гладкие минимумы означают лучшую генерализа-
цию [3]. Были рассмотрены несколько способов учитывать кривиз-
ну в процессе обучения. Во-первых, было исследовано использова-
ние локальных метрик кривизны, таких как след гессиана и норма
градиента функции потерь в качестве регуляризаторов. Во-вторых,
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был рассмотрен метод SAM [1], который неявно минимизирует шири-
ну функции потерь в малой окрестности текущей точки. В-третьих,
рассматривалась модификация SAM, которая использует риманову
оптимизацию внутри данного алгоритма.

Было показано, что методы основанные на локальных оценках
кривизны проигрывают SAM по качеству генерализации, несмотря
на то, что они позволяют существенно уменьшить кривизну функции
потерь в окрестности оптимума. Использование римановой оптими-
зации в алгоритме SAM позволило незначительно превзойти базовый
алгоритм по качеству на тестовой выборке.
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