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Глубокие нейронные сети показывают высокое качество в различ-
ных областях, таких как, классификация изображений, понимание
текста, распознавание речи. Однако использование глубоких нейрон-
ных сетей требует выполнения множества арифметических операций
и большое количество постоянной памяти для хранения парамет-
ров сети. Таким образом, использовать нейронные сети на устрой-
ствах с небольшой вычислительной мощностью не всегда представ-
ляется возможным. В настоящее время существует множество ме-
тодов обеспечения эффективной работы глубоких сетей на устрой-
ствах с ограниченными ресурсами. К таким методам относятся поиск
эффективной архитектуры сети (NAS), дистилляция знаний (англ.
knowledge distillation), прунинг (англ. pruning) и квантизация (англ.
quantization).

Данная работа посвящена методам квантизации, то есть способам
перевода весов и активаций нейронной сети в представление с мень-
шей точностью. Это позволяет ускорить модель и уменьшить её фи-
зический размер. Основным параметром этого метода является шаг
квантизации. С помощью данного параметра контролируется диапа-
зон значений, внутри которого будет выполняться квантизация. По-
следние работы по квантизации [1–3] показывают результаты, срав-
нимые с оригинальными моделями, которые проводят вычисления в
высокой точности. Для достижения этих результатов процесс кван-
тизации применяется совместно с обучением модели. Во время обуче-
ния модели есть возможность сделать шаг квантизации обучаемым,
определив производную по данному параметру [1]. Для уменьше-
ния ошибки квантизации значений весов модели из распределения
с отличным от нуля средним значением вводится дополнительный
параметр, который может контролировать это среднее значение [2].
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Аналогичный обучаемый метод [3] предлагает использовать нерав-
номерную структуру уровней квантизации, которая адаптируется к
колоколообразному распределению весов модели и более точно учи-
тывает веса, находящихся вокруг среднего значения этих весов. Так-
же для определения шага квантизации могут использоваться числен-
ные методы совместно с оценкой параметров распределения весов и
активаций модели [4].

В данной работе решается проблема инициализации параметров
квантизации (шаг квантизации). Параметры квантизации чувстви-
тельны к иницализации и обновлениям, так как контролируют диа-
пазон значений внутри которого будет выполняться квантизация,
поэтому не могут быть инициализированы случайным образом. Об-
щепринятым подходом к инициализации данных параметров явля-
ется вычисление различных статистик весов и активаций модели,
что не всегда является оптимальным в смысле минимизации ошибки
квантизации способом. Во многих работах предлагаются свои подхо-
ды к инициализации [1–4], но они не являются универсальными или
стабильными при обучении. В данной работе предлагается универ-
сальный способ инициализации параметров квантизации, с помощью
которого можно получать стабильно высокие результаты квантиза-
ции при использовании обучаемых методов, ускорить их сходимость
и повысить стабильность совместного с квантизацией процесса обу-
чения.
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