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Из обширного многообразия моделей машинного обучения, создаваемых для ускорения разработки новых материалов выделяется группа универсальных моделей, способных прогнозировать заданный набор свойств для произвольных кристаллических структур [1]. Создание таких моделей осложняется высокими требованиями к их точности, неоднозначностью выбора способа репрезентации структур, а их универсальность приводит к необходимости создания обширных обучающих наборов данных и к высокой вычислительной ресурсоемкости обучения и валидации.
Данная работа посвящена вычислительно-эффективной реализации нейронной сети для свертки кристаллических графов путем передачи сообщения (СGCNN, MPNN), обеспечивающей физически релевантную репрезентацию периодических кристаллических систем на основе тесселяции Вороного-Дирихле [2]. В качестве информации, кодируемой вершинами графа, выступали 92 параметра описывающих свойства атомов. Обучающий набор данных был представлен 47528-ю структурами, каждой соответствовало 14 свойств для прогнозирования, включая электронные и упругие свойства, доступные в базе данных Materials Project [3]. 
Валидация обученной модели выполнялась методом перекрестной проверки с разбиением на 10 подвыборок, при этом коэффициент детерминации (R2) составил не менее 0.75; с максимальным значением 0.87 достигнутым при валидации прогнозирования модуля объемной упругости. Кроме того, выявлены недостатки исследуемого подхода к созданию универсальных моделей. Показано, что модели, обученные на данных о структурах, соответствующих нулевым градиентам сил, действующих на атомы, не обладают достаточной универсальностью для корректного прогнозирования электронных свойств деформированных структур, а также предложены способы решения данной проблемы.
В заключение авторы выражают признательность преподавателю Магистерской школы Информационных бизнес-систем НИТУ МИСИС, К.П. Сиднову.
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